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JEL CODES Abstract: This article discusses how to apply the sampling method called the “Cube Method”
C11 in credit scoring problems to improve the precision of the predictive models obtained. This
method ensures an optimal balance of the samples when working with databases whose classes
of the dependent variable are highly unbalanced. Using two samples of real banking data, we
provide a comparative study of the best models obtained with different data mining methods
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when these are applied to the original databases and the balanced ones. Finally, we conclude
that when the samples are balanced the predictive capacity of the classification algorithms is
more precise and the models used reduce the economic cost of the classification.

Resumen: En este articulo se aborda la forma de aplicar el método de muestreo denominado
“Método del cubo” en problemas de credit scoring con la finalidad de poder mejorar la preci-
sion de los modelos predictivos que se obtengan. Este método permite garantizar un dptimo
equilibrio de las muestras cuando se trabaja con bases de datos cuyas clases de la variable
dependiente estan altamente desbalanceadas. Utilizando dos muestras de datos bancarios
reales, se realiza un estudio comparativo de los mejores modelos obtenidos con diversos mé-
todos de mineria de datos aplicados a las bases de datos originales frente a las balanceadas.
Finalmente, se concluye que la capacidad predictiva de los algoritmos de clasificacion es mas
precisa y que los modelos utilizados reducen el coste econémico de la clasificacion cuando se
equilibran las muestras.
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1. Introduccion

El sector bancario y en general toda la industria bancaria
es, sin lugar a dudas, uno de los principales actores de la
economia. La funcion de intermediacion bancaria que rea-
lizan las instituciones financieras, entre otras actividades,
la llevan a cabo a través de la inversion crediticia. Al con-
ceder créditos, estas entidades estan asumiendo riesgos v,
si se quiere generar rentabilidad, tienen que gestionarlos
adecuadamente.

Es obvia la necesidad de comprender y, por supuesto, de
administrar los diferentes tipos de riesgo que surgen de
la variabilidad de los diferentes resultados financieros. En
Jorion (2000) se define el riesgo como la volatilidad de los
resultados esperados, generalmente el valor de los activos
o pasivos de interés. Atendiendo al tipo de factores que lo
generan, podemos encontrar cuatro grandes grupos: riesgo
de mercado, riesgo de crédito, riesgo de negocio o estraté-
gico y riesgo operacional. A su vez, en el riesgo de crédito
podemos identificar cuatro componentes: riesgo de default
o de impago, riesgo de mercado, riesgo de liquidez y riesgo
pais.

Podemos definir el credit scoring (CS) como los métodos
estadisticos utilizados para clasificar a los solicitantes de
crédito, sean o no clientes de la entidad evaluadora, entre
las clases de riesgo bueno o malo, Hand y Henley (1997).
Por otro lado, Bessis (2002) define el riesgo de crédito como
aquellas pérdidas asociadas al evento fallido del prestata-
rio o al evento del deterioro de la calidad crediticia. El
CS es, por tanto, un sistema o un método que, a través
de predicciones, mide el riesgo inherente al mismo. Otros
nombres con los que se conoce al CS son: calificacion de
riesgo de insolvencia o morosidad.

La cuantificacion de la probabilidad de que ocurra una
determinada solucion es de vital importancia en la toma
de decisiones econdomicas. En CS, tomar buenas decisio-
nes determina la diferencia entre el éxito o el fracaso de
la empresa, ya que la principal actividad de una entidad
bancaria es ofrecer créditos a clientes y asegurarse de
que éstos sean devueltos. Dado que las malas decisiones
aumentan la posibilidad de quiebra de dicha entidad, la
disponibilidad de un buen mecanismo que prediga la pro-
babilidad de que un cliente devuelva un crédito es de vital
importancia. A este respecto, en Caouette et al. (1998) se
afirma que “El préximo gran reto de los mercados finan-
cieros es el desarrollo de nuevos métodos y técnicas para
valorar el riesgo de crédito”.

El CS lleva efectuandose varias décadas y se erige como
una metodologia ya plenamente aceptada por el Comité de
Basilea para la supervision bancaria y también por los siste-
mas financieros europeos y norteamericano, donde a través
de un sistema de rating interno se clasifica a los clientes de
la institucion financiera como buenos o malos. A la hora de
valorar el riesgo, encontramos que los determinantes del
mismo son: la Probabilidad de incumplimiento (default), la
Exposicion y la Severidad o Tasa de recuperacion.

El proceso de CS puede ser abordado mediante un proceso
de mineria de datos cuyo objetivo principal es el de descu-
brir estructuras subyacentes, potencialmente Utiles para la
toma de decisiones, que puedan encontrarse escondidas en

las bases de datos. El conjunto de herramientas incorpora-
das en la mineria de datos es muy extenso y se ha revelado
muy eficiente. A nivel practico, la mineria de datos es un
proceso interactivo e iterativo que combina la experiencia
y conocimiento sobre un problema dado con la aplicacion
de técnicas tradicionales y avanzadas basadas en métodos
de estadistica, bases de datos, aprendizaje automatico e
inteligencia artificial.

Uno de los principales problemas a los que se enfrenta el
CS es que los clasificadores predictivos conseguidos suelen
predecir correctamente un porcentaje mas elevado de la
clase mayoritaria, pues la muestra de peticionarios que
suelen devolver un crédito es mucho mayor que la de aque-
llos que no lo embolsan. Este problema, habitualmente
denominado como “un caso con clases desbalanceadas”,
existe en muchos otros ambitos, como por ejemplo: la
deteccion de clientes que pueden abandonar una compa-
fnia, la deteccion de productos defectuosos en un proceso
industrial, la identificacion de comportamientos delictivos
en la red, el uso fraudulento de tarjetas bancarias, etcé-
tera; donde el nimero de clases de un tipo es mucho mayor
que el del otro. En el caso del CS, si el desbalanceo es
considerable, descubrir regularidades inherentes a la clase
minoritaria se convierte en una tarea ardua y de poca fiabi-
lidad, Japkowicz y Stephen (2002). En definitiva, el equili-
brio entre las muestras de cada clase juega un papel deter-
minante a la hora de desarrollar modelos eficientes.

El objetivo fundamental de este trabajo se ha centrado en
la aplicacion del “Método del Cubo” para el equilibrado
de muestras desbalanceadas que permita el desarrollo de
modelos predictivos eficientes en problemas de CS.

2. Equilibrado de la muestra

2.1. Introduccion al balanceo de muestras

Cuando la base de datos con la que trabajamos tiene la
variable dependiente desequilibrada, en nuestro caso
representada por los clientes que devuelven el crédito y los
morosos, los algoritmos de clasificacion tienden a predecir
de forma correcta un porcentaje mas elevado de la clase
dominante.

El tema de muestras desbalanceadas se ha tratado exten-
samente y se han utilizado muchas estrategias, aunque se
puede afirmar que no existe una solucion definitiva sobre
cual es la mejor. Hulse et al. (2007) concluyen que la
decision sobre la mejor técnica esta influenciada en gran
medida por la naturaleza del clasificador y la medida de
efectividad. Otros autores como Ldpez et al. (2013) hacen
una revision de las principales cuestiones planteadas con
conjuntos de datos desequilibrados y presentan los prin-
cipales enfoques llevados a cabo por diversos investigado-
res para hacer frente a este problema desarrollando una
profunda discusion sobre el efecto de las caracteristicas
intrinsecas que poseen las bases de datos. Estos investi-
gadores llegan a la conclusion de que no solo es la relacion
de desequilibrio la que tiene el efecto mas significativo en
el rendimiento de los clasificadores, sino que influyen otras
caracteristicas intrinsecas a los datos como la presencia de
zonas con pequefas desuniones, la falta de densidad y de
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informacion en los datos de entrenamiento, el problema de
la superposicion de las clases, el impacto de los datos con
ruido, el correcto tratamiento y gestion de los datos de la
frontera y las posibles diferencias en la distribucion de los
datos de entrenamiento y prueba.

Las soluciones mas usadas para tratar el desbalanceo se
pueden encuadrar en dos grandes grupos: soluciones a nivel
de datos y a nivel de algoritmos.

Las técnicas dirigidas a modificar los datos tratan de
remuestrear la base de datos de entrenamiento, bien sea
a través del sobremuestreo de la clase minoritaria o del
submuestreo de la clase mayoritaria. Aunque estas téc-
nicas han demostrado su efectividad, no dejan de tener
ciertos inconvenientes, pues pueden eliminar ejemplos
Utiles, falsear el proceso de validacion de los modelos,
e incrementar los costes. Otra critica a esta estrategia
se refiere al cambio que se realiza en la distribucion ori-
ginal del conjunto de entrenamiento de los datos, lo que
dificulta enormemente el calculo realista de predicciones
basadas en probabilidad.

Cuando se plantea la reduccion de la muestra de la clase
mayoritaria, hemos de acudir a un método de submuestreo.
Una de las primeras propuestas para editar o filtrar las
muestras de entrenamiento fue el algoritmo de Edicion de
Wilson (1972), también conocido como la regla del vecino
mas cercano editado (Edited Nearest Neighbor). Actual-
mente, existen muchas formas de proceder, algunas de
ellas son las siguientes:

*Submuestreo aleatorio: Esta forma de proceder ha sido
utilizada por muchos investigadores.

e Submuestreo dirigido: algoritmo One-sides selection de
Kubat y Matwin, (1997).

« Técnicas de vecindad: algoritmo Neighbordhood Cleaning
Rule de Laurikkala, (2002).

« Submuestreo aplicando algoritmos genéticos: Kuncheva y
Jain, 1999.

» Submuestreo por distancia: Zhanng y Mani, (2003).
» Submuestreo por clustering: Cohen et al. (2006).
» Aprendizaje activo de Provost, (2003).

Pero de entre todos los métodos existentes en la litera-
tura estadistica, el denominado “submuestreo equilibrado
del Cubo”, propuesto por Deville y Tillé (2004), es el Unico
que nos permite seleccionar una muestra equilibrada sobre
variables auxiliares con probabilidades de inclusion que
pueden ser iguales o no. La caracteristica principal del
método del cubo es que selecciona Unicamente las mues-
tras cuyos estimadores de Horvitz-Thompson son iguales a
los totales de las variables auxiliares conocidas.

Una técnica inteligente para aumentar los ejemplos de la
clase minoritaria, es la utilizacion del algoritmo SMOTE
(Synthetic Minoritary Over-sampling TEchnique) originario
de Chawla et al. (2002). En este método, la creacion de
nuevas muestras se origina a través de la interpolacion. En
un primer paso elegimos los K vecinos mas cercanos que
pertenezcan a su misma clase. Posteriormente elegimos el
numero de muestras artificiales que se generaran vy, final-

mente, para generar una nueva muestra, se calcula la dife-
rencia entre el vector de atributos bajo consideracion y uno
de los vecinos mas cercanos de los k vecinos elegidos al
azar. El resultado de la diferencia se multiplica por un valor
aleatorio entre cero y uno.

El algoritmo SMOTE ha sido modificado de diferentes formas
para ajustarse mejor a muchos ejemplos. Algunas de estas
aportaciones son las efectuadas por Han et al (2005) que
proponen el algoritmo Borderline-SMOTE para generar
ejemplos positivos cercanos a una frontera. Wang et al
(2006) presentan el algoritmo LLE-SMOTE (Locally Linear
Embedding) que proyecta conjuntos de alta dimensionali-
dad a otro de menor dimensionalidad. En este espacio de
reducida dimensionalidad es donde se aplica SMOTE, y des-
pués los ejemplos generados son transformados a su espa-
cio de representacion original.

Existen otras formas de obtener una representacion mayor
de la clase minoritaria basadas en técnicas de agrupa-
miento. Por ejemplo, Japkowicz (2001) emplea el algoritmo
de clustering k-medias sobre cada clase por separado. Los
clusters resultantes se sobremuestrean aleatoriamente
hasta conseguir un equilibrio entre las clases. Otro trabajo
en esta linea de investigacion es el de Cohen et al. (2006),
que también explora la generacion de nuevas instancias a
través de algoritmos de clustering, pero en este caso los
centroides de los clusters se obtienen a través de un algo-
ritmo aglomerativo jerarquico.

Respecto a los métodos de clasificacion en entornos no
balanceados que no cambian la distribucion a priori de las
clases, nos encontramos con las siguientes soluciones:

« Algoritmos de aprendizaje sensible al coste.

« Algoritmos de clasificacion con sesgo hacia la clase mino-
ritaria.

« Clasificadores de una clase.

En este trabajo, se han utilizado dos bases de datos: una
proveniente de una Caja de Ahorros actualmente integrada
en un banco espanol y una segunda base de datos amplia-
mente extendida, denominada “German Credit”. En la base
de datos que proviene de los clientes de la Caja de Aho-
rros, los resultados de los diferentes clasificadores que se
presentan se aplican a un conjunto de datos que se han
balanceado a través de un método mixto, donde se aplica el
método SMOTE a la clase minoritaria y se reduce la muestra
de la clase mayoritaria a través del método de submuestreo
equilibrado del Cubo. En los datos de German Credit solo se
aplica el submuestreo equilibrado con el Método del Cubo,
cuyo resumen teorico se presenta a continuacion.

2.2. El Método del Cubo

La construccion de disefos estratificados es, a menudo, un
ejercicio dificil, especialmente cuando se pretende estra-
tificar usando un nimero elevado de variables cualitativas.

En muchos casos, se tiende a proceder cruzando todos los
estratos de todas las variables, lo que hara que muchas de
las celdas sean demasiado pequenas para seleccionar mues-
tras en ellas. Para solucionar este problema actualmente se
utiliza el denominado muestreo equilibrado, que puede ser
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visto como un tipo de calibracion directamente integrada
en el disefio muestral.

Considérese S una muestra de tamano n, definida como un
subconjunto de una poblacion finita U de tamano N. Esta
muestra sera equilibrada si para un vector de variables
auxiliares X =(Xyj,- - -, Xij>- - -»Xip)~ s€ verifica:

1 1 _ N

gZXﬁﬁZxk = ;ZXfok (1)
keS keU keS keU

Lo cual significa que las medias (totales) en la muestra de

las x-variables coinciden con las de la poblacién. En otras

palabras, en una muestra equilibrada el total de las x-varia-

bles son estimadas sin error.

Si la muestra S es aleatoria, se deben ademas satisfacer las
siguientes ecuaciones de equilibrio:

D=2 @)

Donde m; son las probabilidades de inclusion en la muestra
asociadas a cada elemento de la poblacion.

En una muestra equilibrada y aleatoria, han de cumplirse
ambas ecuaciones de equilibrio.

Si x, = Ake U, entonces la ecuacién de equilibrio nos queda:

Zﬁl—k=21=N (3)

keS keU
Donde 217 es el estimador de Horvitz-Thompson del
Tk

keS
tamano de la poblacion N. Esta igualdad se cumple en los
muestreos equiprobabilisticos, pero es evidente que no en
aquellos con probabilidades desiguales.

Cabe senalar, que el muestreo estratificado no deja de ser
un caso particular de muestreo equilibrado. Asi, supdn-
gase que la poblacion U esta particionada en L estratos,
U,,h=1,...,L, con tamafos poblacionales N}, y que en cada
uno de ellos seleccionamos una muestra aleatoria simple de
tamano n;. En este caso, las variables auxiliares (o varia-
bles de equilibrio) serian los indicadores de pertenencia al
estrato, es decir:

1 sikeU,
Yin =
0 enotrocaso

Bajo este disefo, los estimadores de Horvitz-Thompson de
los tamanos poblacionales de los estratos coinciden con el
valor real Ny, lo cual en esencia es la condicion de equi-
librio tomando como variables auxiliares al vector yy. Las
ecuaciones de equilibrio seran entonces:

Zmzz);kh conh=1,...,L )

kes 1y keU

4

En resumen, el equilibrado de la muestra se realiza sobre
los totales marginales y no sobre cada una de las celdas
contenidas en una tabla de contingencia. Sin embargo, la
teoria habitual de estratificacion permite estratos super-
puestos, ya que la estratificacion debe ser una particion de
la poblacion. El Método del Cubo permite ademas equili-
brar directamente en los totales de superposicion de estra-
tos, simplemente utilizando los indicadores de los estratos
como variables de equilibrio.

El Método del Cubo se configura como una clase de algo-
ritmos de muestreo que seleccionan muestras equilibradas
considerando el conjunto de probabilidades de inclusion
definidas. Se basa en una transformacion aleatoria del
vector de probabilidades de inclusion hasta que se obtiene
una muestra tal que:

*Se cumplen exactamente las probabilidades de inclu-
sion.

«Se cumplen lo mas exactamente posible las ecuaciones
de equilibrio en las variables auxiliares (expresion 2).

Las ecuaciones definidas en la expresion 2 raramente
podran cumplirse de forma exacta. Esto se conoce como
problema de redondeo y viene derivado de que la seleccion
de la muestra es un problema entero. Para ver esto, con-
sidérese una muestra aleatoria extraida de una poblacion
tal que:

X, son numeros enteros Ake U

oTT :lAkeS%ﬁ:2
£ n

* > X, es un nimero impar
keU

Entonces, segln las ecuaciones de equilibrio:

2> x =%, (6)
keS keU

Como vemos, el lado izquierdo de la ecuacion sera siempre

un ndmero par, mientras que el lado derecho es, por defi-

nicion, un numero impar, lo cual implica que no existirian

muestras de tamano N/2 exactamente balanceadas.

El nombre del método proviene de la representacion geomé-
trica de un diseno de muestreo. En efecto, una muestra
puede ser representada por un vector de indicadores mues-
trales de la siguiente manera:

s:([[les],l[ZES],...,I[kes],...,I[Nes])'

donde
I[kes] :{

Entonces, una muestra puede ser vista como un vértice de
un cubo N-dimensional tal como se muestra en la siguiente
figura:

1 sikes

0 sikes
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Figura 1. Posibles muestras en una poblacion con N=2.

o11) (111)

(010)

(110)

>

(101)
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Fuente: Deville y Tillé (2004).

Sea p(s) = Pr(S=s) el diseno de muestreo o probabilidad de
que la muestra s sea seleccionada, donde S es la muestra
aleatoria y n(S) el tamano de S. Bajo este esquema, la espe-
ranza matematica de s se define como:

E(s)=)p(s)s=n (7)

seS
donde Tt representa el vector de probabilidades de inclu-
sion. Teniendo en cuenta esto, las ecuaciones de equilibrio
definidas en la expresion 2 pueden escribirse como:

_ N
IR DI LD YR W ®)

keS kel keS kel
donde
X
k _
IR I
keS kel

El sistema de ecuaciones definido en la expresiéon 8, con
valores desconocidos s, define el siguiente subespacio afin
en R" de dimensiéon N - p:

Q:{ueRN DR AN :Zxk} 9)
keU keU

Esto nos permite reformular el problema de seleccion de

una muestra balanceada como la eleccion de un vértice de

un cubo N-dimensional sobre el subespacio lineal Q.

La Figura 2 muestra la representacion grafica del problema
de la eleccion de una muestra de tamafio n=2 sobre una
poblacion N=3 y la Figura 3 el problema de redondeo des-
crito anteriormente.

Figura 2. Posibles muestras en una poblacion de tamano
N=3 con una restriccion de tamano de muestras n=2.

©o11) (111)

(010) (110)

(101)

(000) (100)

Fuente: Deville y Tillé (2004).

Figura 3. Posibles muestras en una poblaciéon de tamano
N=3 con una restriccion que genera un problema de
redondeo.
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Fuente: Deville y Tillé (2004).

El método del cubo, Deville y Tille, (2004) se divide en dos
fases: la fase de vuelo y la fase de aterrizaje.

La fase de vuelo es un paseo aleatorio que comienza en el
vector de probabilidades de inclusion y permanece en la
interseccion del cubo y el subespacio de restricciones. Este
paseo aleatorio se detiene en un vértice de la interseccion
del cubo y el subespacio de restricciones. Al final de la fase
de vuelo, si no se obtiene una muestra, la fase de aterrizaje
determinara una muestra que esté tan cerca como sea posi-
ble del subespacio de restricciones.
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2.2.1. Fase de vuelo

En primer lugar, debemos elegir un vector © de tal manera
que 7 + u(0) permanezca en el subespacio de restricciones.
De hecho, el Método del Cubo es realmente una familia de
métodos que dependen de la manera en que u(0) sea ele-
gido, pudiendo hacerse aleatoriamente o no.

Si desde m avanzamos en direccion de u(0) cruzaremos
necesariamente una cara del cubo (representado por
m(0)-2, (O)M(O) en la figura 4 y, analogamente, si avan-
zamos en direccion opuesta también cruzaremos otra cara
del cubo (7 (0)—A, (0)u(0) en figura 4.

Figura 4. Fase de vuelo en una poblacion de tamano N=3
con una restriccion de tamano de muestra n=2.

(011)

7(0) + A7 (0)u(0

(010) (110)

""TS(

“\ () — A3(0)u(0)

(101)

(000) (100)

Fuente: Deville y Tillé (2004).

En el primer paso, el vector m(0)= 7 sera modificado alea-
toriamente a:

- (1) _ {” (0)+4, (0)“ (O)

con prob = p(O)
con prob :l—p(O) (10)

|7 (0)-2; (0)u(0)

donde p(0) es determinado de tal manera que E[n(1)]=
m(0), es decir, no se modifican las probabilidades de inclu-
sion establecidas a priori en base al disefo de la muestra.

Una vez finalizado este primer paso de la fase de vuelo,
hemos saltado a una de las caras del cubo, lo que significa
que al menos una de las componentes de (1) es igual a 0 6
1, es decir, el problema de muestreo se ha reducido de una
poblacion N=3 a un problema con N=2.

Analiticamente la forma de proceder seria la siguiente:
« Consideramos 7 (0)=7.

e Para t = 0 hasta t=T,
generamos un vector u (¢) = u, (¢) ] # 0 de tal forma que:

u(r) esta en el nicleo de la matriz
A=(x /7.5, | 7s..xy [y ), es decir, Au(1)=0.

u, (1)=0 si 7, (¢) es un nimero entero (06 1).

+ Calcular A, (t) y A;(t) como los mayores valores tales
que:

« Calcular 7 (t+1) = ﬂ(t)+klft)u(t) con prob=p(t)
7(t)=2,(t)u(t) conprob=1-p(t)
0
donde p(t)=— 2 ;
() A (1) +25(1)
La fase de vuelo finalizara cuando no sea posible encontrar
un vector u(7)#0.

2.2.2. Fase de aterrizaje

Si al final de la fase de vuelo las ecuaciones de equilibrio no
son exactamente satisfechas, entonces debemos aplicar la
fase de aterrizaje.

Sea 7* el ultimo vector m(t+1) obtenido en la fase de vuelo.
Si definimos el subesespacio:

U ={keU/0<m, <1 (11)

Es posible demostrar, (2004), que

card(U* < p)
Donde p es el nimero de variables de equilibrio. El obje-

tivo de la fase de aterrizaje es encontrar una muestra S
casi-equilibrada, tal que:

E(%*)zn* (12)

Existen dos formas de proceder:

Deville y Tille

«La fase de vuelo de programacion lineal, que consiste en
considerar todas las posibles muestras de U*. Esto exige
asignar un coste a cada muestra. Lo mas logico seria con-
siderar la distancia entre la muestra y el subespacio de
restricciones. A continuacion, se busca un disefio de mues-
tra en U* que minimice el coste esperado y que satisfaga
las probabilidades de inclusion obtenidas en *. Este pro-
blema puede ser resuelto porque el nimero de muestras a
considerar es razonable debido al pequeiio tamano de U*.

oLa fase de vuelo por supresion de variables se puede
utilizar cuando el nimero de variables de equilibrio es
demasiado grande para que el programa lineal pueda
ser resuelto por un algoritmo simplex (p>20). Con este
método, al final de la fase de vuelo se elimina una varia-
ble auxiliar. A continuacion, retornamos a la fase de vuelo
hasta que no sea posible “moverse” en el subespacio de
restricciones. Las restricciones son entonces “relajadas”
sucesivamente de acuerdo a un orden de preferencia.

La entropia del diseno de la muestra depende de la forma en
que los vectores u(t) son elegidos durante la fase de vuelo.
Con el fin de aumentar la entropia, el vector u(t) puede ser
elegido aleatoriamente, o la poblacion puede reordenarse
de forma aleatoria antes de seleccionar la muestra.

3. Evaluacion de modelos de credit scoring

En cualquier etapa de un proceso de mineria de datos
resulta fundamental el poder estimar los niveles de calidad
obtenidos por el modelo que hayamos construido. En fun-
cion del problema y del modelo existen bastantes mecanis-
mos de evaluacion.
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En CS los dos grupos que deben de ser discriminados son los
cumplidores y los morosos. Existiran algunos buenos paga-
dores que se clasificaran como “malos” y también habra
registros de personas morosas en la base de datos que seran
clasificadas como “buenos pagadores”. Evaluar un modelo
es encontrar aquel modelo que cometa el error minimo en
la clasificacion de clientes. A continuacion, se exponen los
métodos de evaluacion mas habituales utilizados en la cla-
sificacion y que se pueden agrupar en tres grupos:

« Métodos basados en métricas.
« Métodos basados en curvas ROC.

» Métodos que incorporan una matriz de costes.
3.1. Métodos basados en métricas

La evaluacion de modelos de clasificacion basados en métri-
cas se realiza con los resultados de la matriz de confusion
definiendo diferentes métricas en funcién de la disparidad
entre los resultados obtenidos y los datos reales.

Una matriz de confusion estandar tiene la estructura de la
tabla 1. Una primera métrica es la exactitud o accuracy que
corresponde con el porcentaje de acierto, definido como
el nimero de casos acertados entre el nimero de casos
totales.

Es decir,

Exactitud = VP+VN (13)
VP+VN+ FP+ FN

Esta es la métrica mas sencilla y habitual, pero resulta muy
engafosa, pues no toma en consideracion la distribucion de
las clases. Por ejemplo, si tenemos un base de datos alta-
mente desbalanceada con una poblacion del 90% de indivi-
duos de clase Ay un 10% restante de clase B, una exactitud
cercana al 90% puede ser alcanzada con un modelo que
simplemente estime que todos los casos son de la clase A.

Tabla 1. Matriz de confusion

Clase clasificada como:

A+ (SI) A- (NO) Total casos
Verdaderos Falsos TCP=VP+FN
positivos (VP) negativos (FN) 1
A+ (S)
= p=22 -V
o TCcP CcP
o
e Falsos positivos ~ Verdaderos =~ TCN=VN+FP
k7 (FP) negativos (VN) 1
A- (NO
(NO) FFP = s FVN = AT
TCN TCN

La precisién es otra métrica que determina la proporcién
de casos positivos correctos, definida como el nimero de
los casos de esa clase clasificados correctamente dividido
por el nimero total de casos identificados como esa misma
clase. Es decir:

VP

T (14)
VP+ FP

Precisiong, =

Segun el ejemplo de la tabla 1, para la clase Sl, la precision
corresponderia con el cociente de los ejemplos clasifica-
dos correctamente (verdaderos positivos) entre todos los
elementos clasificados de esa clase (verdaderos positivos +
falsos positivos).

La exhaustividad o cobertura (recall) es otra medida muy
usada y se define como el nimero de casos de esa clase
predichos correctamente entre el niUmero de casos de esa
clase que existen en la base de datos. Por ejemplo, para
calcular la cobertura de la clase S| se divide el nimero de
casos correctamente clasificados de S| (verdaderos positi-
vos) por la suma de los verdaderos positivos mas los falsos
negativos (que realmente corresponden con los positivos de
la base de datos que han sido clasificados como negativos).
Es decir:
VP

Exhaustividady, =————— (15)
VP+ FN

Igualmente, puede utilizarse estas métricas para la clase
NO.

La precision habla de la “bondad” de la prediccion de esa
clase, mientras que la cobertura indica la capacidad del
modelo para identificar los casos correctos, de esa clase,
que existen en la base de datos. En muchos casos se buscan
modelos que maximicen ambas métricas para una o varias
clases.

FMeasure combina ambas medidas mediante una media
armonica que es mas restrictiva que una media aritmética.
Se define como:

2

FMeasure = I I (16)

+
Exhaustividad

Precision
En algunas disciplinas cientificas, son mucho mas utilizados
los conceptos de “sensibilidad” y “especificidad”. La sen-
sibilidad (S) es la probabilidad de clasificar correctamente
una instancia cuyo estado real sea la presencia de la condi-

cion de interés, y corresponde con la precision de los casos
VP

VP+FN'
La especificidad (E) se define como la probabilidad de cla-
sificar correctamente a un individuo cuyo estado real sea la

ausencia de la condicion, y corresponde con la precision de
VN

VN +FP’

Existen otras medidas de exactitud como el indice de
Youden, que se calcula a través de las diferencias entre las
proporciones de respuestas positivas correctas e incorrec-
tas. Se define como:

J =especifidad + sensibilidad —1 (17)

La tasa o razon de verosimilitud (LR) es otra medida muy
utilizada como forma de discriminar los clasificadores. Esta
tasa de verosimilitud representa el grado de evidencia de
una respuesta del clasificador a favor de la presencia de la
condicion con respecto a la ausencia de la condicion.

positivos:

la clase negativa:

Otras métricas muy utilizadas son el estadistico Kappa y el
Coeficiente de Correlacion de Matthews (MCC).
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Kappa se define como:

kappa - A= P(E) )
appa =————=

PP P(E)

donde P(A) corresponde con la Exactitud o porcentaje de

)

casos acertados, P(A) = VP+VN = VP+VN
VP+VN + FP+FN N
y P(E) corresponde con el porcentaje de casos cambiados y

se define como:

_ VP+FPXVP+FN+VN+FNXVN+FP
N N N N

P(E)

Y el coeficiente de correlacion de Matthews:
VPxVN — FPxFN
(19)
J(P+FP)(VP+FN)(VN + FP)(VN + FN)

MCC =

Ambas métricas toman en cuenta el porcentaje de casos
correctamente clasificados entre los casos cambiados obte-
nidos a partir de la matriz de confusion, de forma que
cuanto mas se aproximen las métricas a uno, el clasificador
mejor capacidad generalizadora tendra el estimador para
ambas clases.

3.2. Métodos basados en la curva ROC

La evaluacion de modelos de clasificacion basados en curvas
ROC (Receiver Operating Characteristic) representan de
forma grafica el rendimiento de un clasificador que mues-
tra la distribucion de las fracciones de verdaderos positivos
y la fraccion de falsos negativos La curva ROC nos propor-
ciona una herramienta visual para examinar la capacidad
que dispone un clasificador para detectar correctamente a
los individuos con presencia de la condicion de interés en el
analisis y su incapacidad para identificar los individuos del
grupo de ausencia.

Swets y Pickett (1982) senalan tres importantes propieda-
des de las curvas ROC:

e Representan un indice de exactitud intrinseco: es un
indice de la capacidad del clasificador para discriminar
estados y seleccionan el estado correcto, independiente-
mente del criterio de seleccion. Son curvas que reflejan
las probabilidades subjetivas junto con las utilidades que
usualmente determina este criterio, por lo que podemos
decir que es un indice del criterio de decision.

« Utilizan las probabilidades a priori de los posibles esta-
dos de forma mas precisa, y también los costes de las
decisiones correctas y equivocadas para determinar el
criterio optimo de decision de un clasificador.

«En tercer lugar, las curvas ROC contienen las estimacio-
nes de las probabilidades de los distintos tipos de resul-
tados para todos y cada uno de los criterios de decision.

La curva ROC es el patron de oro en muchas areas de ana-
lisis de modelos, ya que representan de forma compacta
muchisima informacion del rendimiento de un clasificador.

Muchos autores consideran a las curvas ROC como herra-
mientas fundamentales en la fase de evaluacion de un
modelo, entre ellos Zweig y Campbell (1993).

El area bajo la curva ROC (AUC) es equivalente al valor del
estadistico suma de rangos de Wilcoxon, tal y como sefalan
Bamber (1988) y Hanley y McNeil (1982), lo que permite
trasladar las propiedades del estadistico de Wilcoxon a las
medidas de exactitud global del AUC. También se interpreta
como un promedio de la sensibilidad para todos los valores
de especificidad y, de forma analoga, como un promedio
de la especificidad para todos los posibles valores de sen-
sibilidad. Breiman et al. (1984) relacionan el AUC con el
coeficiente de Gini.

3.3 Métodos basados en una matriz de costes

La evaluacion de modelos de clasificacion basados en costes
es otra alternativa disponible para comparar modelos.
Estos métodos se basan en establecer una matriz de costes
asociados a la clasificacion. Cuando utilizamos el porcen-
taje de acierto o de error para evaluar el desempeno de
nuestros modelos de clasificacion, estamos suponiendo que
ambos tipos de errores son equivalentes.

Los factores de riesgo de los modelos de CS, es decir, los
factores que estan detras de los errores tipo | (admitir
como sana una operacion insolvente) y tipo Il (rechazar
como insolvente una operacion sana) no son los mismos. No
es igual, en términos de coste econdémico, clasificar a un
cliente como bueno, concederle el crédito y que luego no
nos lo devuelva que no conceder el crédito a una persona
que es cliente. En el primer caso estamos expuestos a un
caso de riesgo de crédito y, en el otro caso, incurrimos en
un coste de oportunidad por la pérdida potencial de buenos
clientes.

La mayoria de algoritmos de aprendizaje, por su propia
naturaleza, buscan minimizar el nimero de errores del
clasificador generado. Sin embargo, son multiples los pro-
blemas de aprendizaje automatico en los que los errores
cometidos por el clasificador no tienen la misma importan-
cia, Provost y Fawcett, (2001).

Una funcion de coste esperado, siguiendo la notacion de
West (2000) y de Boj et al. (2009), es aquella que pondera
el porcentaje de los que devuelven el crédito y los que no
por sus respectivos costes. Si llamamos C. al coste espe-
rado, la funcion es la siguiente:

n, ny
C=C,7, N, +Cy T, N, (20)

n n ,
Donde —2y Fl son la proporcion de buenos y malos paga-

2
dores, C;, y Cy4 son los costes asociados a los errores de tipo

Iy Il'y, my y m; son las probabilidades a priori de buenos y
malos riesgos. En el articulo publicado por West se propone
estudiar las probabilidades a priori con dos valores: m, =
0.144 y m, = 0.249. Estos valores fueron obtenidos por Gopi-
nathan y O’Donnell (1998) y Jensen (1992) de una experien-
cia real.

La complejidad existente en el calculo de los costes asocia-
dos a los dos tipos de errores es considerable, dado que los
factores que los afectan son dificiles de cuantificar.

A los costes asociados a la pérdida del monto del crédito
otorgado (C4;) hay que restarle los ingresos recibidos antes
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de pasar a la situacion de moroso u otros ingresos recibidos
por valores de la propiedad asegurada en el momento de
la liquidacion, y sumar aquellos gastos que se deriven de
costes legales, costes administrativos, etcétera.

Los costes asociados al error de tipo Il (C,;) estan asociados
a la pérdida de los intereses que se generarian si se hubiera
concedido el préstamo al buen pagador mas la pérdida
o beneficio de destinar este crédito no concedido a otro
cliente. Estos costes se pueden llamar coste de oportuni-
dad. Por otra parte, si el solicitante del crédito es un cliente
del banco y no se le concede, muy probablemente deje de
ser cliente. Si el peticionario del crédito no es cliente y
no se le concede el crédito, casi con toda seguridad ese
demandante no llegue a ser cliente de la entidad finan-
ciera a quien ha dirigido su solicitud de dinero y, desde un
punto de vista mas practico, para cuantificar estos costes
deberiamos contar con informacion de todos los productos
financieros que dejaria de consumir a lo largo del ciclo de
vida del cliente. Estos costos es muy probable que cambien
con el tiempo, por lo que se puede concluir que, aunque se
pueda establecer unos rangos entre los que probablemente
estén, es practicamente improbable el calculo exacto.

Una de las escasas referencias que se disponen de una
matriz de coste se encuentra en los datos del banco aleman,
uno de los dos ejemplos utilizados en este articulo, que se
descarga del repositorio de la UCI, y que es la siguiente:

[0 1
Ci7ls o

En esta matriz, los costes asociados al error de tipo | se
suponen cinco veces mayores a los costes que involucra el
error de tipo Il, sin embargo, algunos investigadores man-
tienen que entre los errores de ambos tipos existe una dife-
rencia mayor. Las conversaciones mantenidas con varios
responsables de Cajas de Ahorro y de Bancos Comerciales
indican que el establecimiento de esta matriz de costes
para modelos de CS es de una complejidad considerable y
la relacion entre los costes asociados a los errores de tipo |
y de tipo Il puede abarcar un abanico muy amplio, depen-
diendo del tipo de crédito concedido y de la vinculacion del
prestatario con el banco, fundamentalmente. Esta comple-
jidad se agrava alin mas en épocas de crisis economicas.

En general, se puede afirmar que los métodos de aprendi-
zaje sensibles al coste suelen ser adaptaciones de algorit-
mos existentes, como los arboles de decision (Ting, 1998).
Sin embargo, existen estrategias que son independientes
del algoritmo de aprendizaje utilizado. Estas estrategias,
corrientemente denominadas meta-esquemas de aprendi-
zaje, toman como entrada un algoritmo de aprendizaje,
una coleccion de datos de entrenamiento y una distribu-
cion de costes, y generan un clasificador. Entre los trabajos
pioneros de clasificacion sensible al coste se encuentran:
Turney (1995 y 2000), Ting (1998), Elkan (2001), Zadrozny y
Elkan (2001) y Lizotte (2003).

Para los modelos con costes asimétricos, podemos encon-

trar diferentes estrategias para abordar una correcta cla-

sificacion:

eBasadas en un umbral. Witten y Frank (1999) proponen
un modelo aplicable a todo algoritmo cuya salida sea un

clasificador que predice valores numéricos (como proba-
bilidades, similitudes, etc.).

» Ponderando las instancias modificando los pesos asigna-
dos a cada clase, de manera que se asigna mas peso a
los ejemplos cuyos errores puedan ser mas costosos. Ting
(1998) sugiere dar pesos a cada cliente (Instance Weigh-
ting), pero un peso mayor a los individuos de una clase
(por ejemplo, a la clase de los que no devuelven el cré-
dito), con el objetivo de que el algoritmo se fije espe-
cialmente en clasificar correctamente estos ejemplares,
minimizando el error sobre ellos. También se encuentra
dentro de este ambito el algoritmo MetaCost de Domin-
gos (1999), que tiene como objetivo re-etiquetar cada
muestra de entrenamiento por la estimacion del riesgo
de Bayes. Finalmente, el clasificador se entrena con un
método no basado en costes con el conjunto que ya ha
sido re-etiquetado. Este método es aplicable a cualquier
algoritmo de aprendizaje.

Algunas aportaciones interesantes en los métodos de cla-
sificacion a través de los costes las podemos encontrar en
Ling et al. (2004). Estos autores emplean arboles de deci-
sion con costes minimos. La idea que subyace es introducir
un factor de costes mientras se va construyendo el arbol de
acuerdo con los criterios de division que minimizan el coste
total, en lugar de minimizar la entropia. En este sentido,
los arboles de decision con costos minimos y MetaCost son
similares, aunque hay una gran diferencia: en los arboles
de decision con un coste minimo la parte mas sensible a los
costos se construye directamente en el clasificador, mien-
tras que el algoritmo MetaCost puede utilizar no sélo los
arboles de clasificacion, sino cualquier método de clasifi-
cacion: redes neuronales, maquinas de vectores soporte,
redes bayesianas, etcétera.

Otro enfoque importante es el de Lopez et al. (2010) que
utilizan reglas difusas para problemas de bases de datos no
balanceados. Desde esta perspectiva, el aprendizaje sensi-
ble al coste en las bases de datos que analizan, alcanza un
buen equilibrio entre las clases, mejorando la clase posi-
tiva (sensibilidad) y no perjudicando la precision de la clase
considerada negativa (especificidad).
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4. Casos de estudio

4.1. Descripcion de las bases de datos utilizadas

El primer conjunto de datos tiene 1.786 registros, que
representan a los clientes de una Caja de Ahorros de la
Rioja que demandaron un crédito entre los anos 2010 y
2011. Del total de los casos, 1.609 devuelven el crédito
frente a los 177 que no reingresan el dinero prestado. La
base de datos original entregada contiene diecisiete varia-
bles y sus atributos son tanto numéricos como nominales.
Los atributos de cada cliente informan sobre diversas cues-
tiones: estado civil, sexo, edad, tipo de trabajo, codigo de
profesion, situacion de la vivienda, nacionalidad, etcétera,
asi como de otra informacion relacionada con el crédito:
finalidad, importe solicitado, importes pendientes en su
entidad bancaria y en otras, patrimonio, valor neto de la
vivienda, situacion de ingresos, cuotas y gastos de alqui-
ler y préstamos, etcétera. También existe una variable que
indica si el crédito se ha concedido o se ha denegado.

La segunda base de datos, “German Credit”, procede del
repositorio de la Universidad de California del directorio
“Statlog Databases” cedido por Ross D. King y Hans Hofman.
Este conjunto de datos esta formado con la informacion de
mil clientes de una entidad financiera bancaria que solici-
taron un crédito. Contiene veinte variables de la que siete
son numéricas y trece nominales. La variable clase es bina-
ria y nos indica si el cliente es fiable para concederle un
crédito o bien denegarselo.

4.2. Calidad de la muestra a través del Método del
Cubo para ambos modelos

En las tablas 2 y 3 se encuentran los resultados del sub-
muestreo mediante el Método del Cubo. En la primera
columna estan los totales para cada variable de clasifica-
cion que interviene en el procedimiento de seleccion, la
segunda columna es el valor que presenta el estimador del
total de Horvitz-Thompson (que depende de la muestra).
Las dos ultimas columnas representan la desviacion abso-
luta y relativa respecto al valor real, informando sobre la
calidad del ajuste efectuado por el Método del Cubo.

Para la base de datos de la Caja de Ahorros, de los 1.609
ejemplos disponibles que devolvieron el crédito, se han
seleccionado 312 registros a través del Método del Cubo.
Para esta seleccion de los individuos las variables auxiliares
de equilibrio utilizadas han sido: el estado civil, la naciona-
lidad, las condiciones de la casa y el tipo de trabajo de las
personas que solicitan el crédito.

La base de datos que finalmente se utiliza es la combina-
cion resultante de la aplicacion del método del cubo y del
aumento de los registros de la clase mas desfavorecida a
través del método SMOTE.

Para la extraccion de la muestra en el caso de la base de
datos German Credit se han empleado las siguientes varia-
bles: situacion actual de la cuenta corriente, historia del
crédito, cuenta de ahorro, propiedades, tiempo de empleo
y proposito del crédito.

Tabla 2. Calidad del submuestreo equilibrado.
Método del Cubo. Caja de Ahorros.

Sl Desviacion Desviacién
VARIABLES Totales Horvitz .
horpon absoluta relativa

UNO 1.609 1.609 0,00 0,00
CASADO 884 882 2,42 -0,27
SEPARADO 86 87 -0,71 0,83
SOLTERO 639 641 -1,71 0,27
ESPANOL 1.445 1.445 -0,21 0,01
EXTRANJERO 164 164 0,21 -0,13
LIBRE 497 496 0,81 -0,16
HIPOTECA 609 607 2,01 -0,33
ALQUILER 138 135 3,11 -2,26
FAMILIA 300 303 -3,49 1,16
OTRAS 65 67 -2,44 3,76
TECNICO 435 434 1,44 -0,33
OBRERO_FlJIO 476 472 3,90 -0,82
OBRERO_TEMPORAL 159 159 0,03 -0,02
OBRERO_ESP_FlIO 161 164 -2,79 1,73
OBRERO_ESP_TEMPORAL 28 29 -0,90 3,23
AUTONOMO 155 154 0,84 -0,54
JUBILADO_RENTISTA 105 106 -0,98 0,94
NO_ACTIVO 90 92 -1,53 1,70

4.3. Andlisis comparativo de modelos

En la fase de la mineria de datos relacionada con la selec-
cion de modelos se han utilizado una amplia variedad de
algoritmos como: arboles de clasificacion, redes neuro-
nales, maquinas de vectores soporte, metaclasificadores,
regresion logistica y redes bayesianas.

La busqueda de los parametros optimos de los modelos para
cada método se ha realizado mediante un proceso iterativo
de busqueda aleatoria (random search), reduciéndose en
cada iteracion el area de busqueda de los parametros opti-
mos hasta conseguir minimizar al maximo los costes asocia-
dos al problema de clasificacion.
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Tabla 3. Calidad del submuestreo equilibrado.

Método del Cubo. German Credit.

VARIABLES

UNO

<0DM

0<200 DM

>=200 DM

No checking account

No credits taken

All credits at this bank paid back duly

Existing credits paid back duly till now
Delay in paying off in the past

Critical account

< 100 DM

< 500 DM

<1000 DM

>= 1000 DM

Unknown/ no savings account

Real estate

If not A121 : building society savings agreement/

If not A121/A122 : car or other, notin
attribute

Unknown / no property
Unemployed

<1lyear

<4 years

<7years

>=7years

Car (new)

Car (used
Furniture/equipment
Radio/television
Domestic appliances
Repairs

Education

Retraining

Business

Others

Extranjero

No extranjero

Tabla 4. Muestra desbalanceada Caja de Ahorros
(1.609 instancias clase Sl y 177 clase NO).

Técnica CLASE SI (%)
Regresion Logistica 97,5
cas 97,9
Magq. Vect. Soporte 99,9
Red neuronal MLP 94,6
Red neuronal RBF 100
Naive Bayes 66,4
Red Bayesiana(K2) 88,3
Metaclasificadores

Bagging 99,3
Adaboost 97,3
Random Forest 98,4
STAKING C (5 modelos) 97,7
Decorate 97,1
Metacost 9/1 86,9

Estimador
Horvitz Desviacion Desviacion
Totales Thompson absoluta relativa
700 700 0,00 0,00
139 140 -1,00 0,72
164 163 0,67 -0,41
49 49 0,00 0,00
348 348 0,33 -0,10
15 14 1,00 -6,67
21 21 0,00 0,00
361 362 -0,67 0,18
60 58 1,67 -2,78
243 245 -2,00 0,82
386 385 1,00 -0,26
69 70 -1,00 1,45
52 51 0,67 -1,28
42 42 0,00 0,00
151 152 -0,67 0,44
222 224 -2,00 0,90
161 163 -2,00 1,45
230 226 4,00 -1,59
87 86 0,67 -0,77
39 40 -0,67 1,71
102 105 -3,00 2,94
235 233 1,67 -0,71
135 133 2,00 -1,48
189 189 0,00 0,00
145 145 0,33 -0,23
86 89 -2,67 3,10
123 124  -0,67 0,54
218 217 1,00 -0,46
8 7 1,00 -12,50
14 14 0,00 0,00
28 26 2,33 -8,33
8 7 1,00 -12,50
63 65 -2,33 3,70
7 7 0,00 0,00
667 670 -2,67 0,40
33 30 2,67 -8,08
COSTE 1
CLASE NO (%) TOTAL (%) AREA ROC n1=0,144
31,3 90,9 0,777 0,516
35,2 91,7 0,885 0,485
0,1 89,9 0,500 0,720
358 88,7 0,817 0,508
0 90 0,825 0,720
81,6 68,0 0,832 0,420
69,8 86,4 0,884 0,318
20,7 91,4 0,879 0,577
39,7 91,5 0,893 0,457
33,5 91,9 0,846 0,492
24,6 90,4 0,772 0,563
374 91,1 0,860 0,476
75,4 85,8 0,828 0,289

Los resultados de los distintos mode-
los de clasificacion, asi como el
método del Cubo, que aparecen en
las siguientes tablas han sido obteni-
dos con el software estadistico R.

En los cuadros siguientes se presen-
tan, para diversos métodos de clasifi-
cacion, el porcentaje correctamente
clasificado, tanto para el total como
para cada una de las clases, el area
bajo la curva ROC y la valoracion de
los costes suponiendo una matriz
de costes como la comentada en el
epigrafe anterior y para los dos valo-
res de las probabilidades a priori de
clientes morosos propuestos por West
(2000).

En la estimacion de los modelos se ha
aplicado un esquema de validacion
denominado “validacion cruzada-k”,
que consiste en dividir el conjunto
de entrenamiento en k particiones
o pliegues (folds) y repetir el proce-
dimiento de entrenamiento y valida-
cion k veces, de forma que en cada
una de ellas se entrene el modelo
con k-1 particiones y se evalle con la
particion restante. Las métricas fina-
les de validacion cruzada se obtienen
como promedio de las validaciones
parciales de cada una de las particio-
nes no usadas en el proceso de entre-
namiento.

COSTE 2
n2=0,249

0,654
0,614
0,928
0,631
0,852
0,388
0,356

0,741
0,577
0,628
0,715
0,600

0,313
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En las tablas 4 y 5 se muestran los resultados obtenidos con
la base de datos correspondiente a la “Caja de Ahorros”
sin balancear y balanceada, respectivamente. En cada una
de las tablas se muestra el porcentaje de clases clasifica-
das correctamente, el area bajo la curva ROC vy, los costes
obtenidos segln la ecuacion 21 asociados con las diferentes
probabilidades a priori propuestas (m, = 0.144 y 1, = 0.249).

En la tabla 4, claramente se puede observar que en casi
todos los métodos empleados existe una importante dife-
rencia de aciertos entre clases. Asi, tal y como era de
esperar, los métodos clasicos de clasificacion favorecen en
general a la clase mayoritaria, salvo en el caso del clasifica-
dor bayesiano Naives Bayes. Por otro lado, la red bayesiana
es la que obtiene resultados mas equilibrados entre ambas
clases. Se da el caso extremo en el que el modelo basado
en redes neuronales clasifica correctamente a toda la
clase mayoritaria y a ninglin caso de la minoritaria. Similar
comportamiento se observa cuando se aplica el algoritmo
basado en maquinas de vectores soporte. Tampoco los
metaclasificadores estiman correctamente ambas clases.

Tabla 5. Muestra equilibrada Caja de Ahorros.
Método Cubo y SMOTE.

Técnica CLASESI(%)  CLASE NO (%)
Regresidn Logistica 84,0 83,9
c4.5 84,6 80,6
Mag. Vect. Soporte 83,3 82,9
Red neuronal MLP 83,0 84,2
Red neuronal RBF 75,6 82,6
Naive Bayes 67,3 85,2
Red Bayesiana(K2) 84,9 84,5
Metaclasificadores

Bagging 84,9 86,8
Adaboost 85,9 84,2
Random Forest 86,2 86,8
STAKING C (5 modelos) 83,0 86,1
Decorate 84,1 87,4
Metacost 9/1 82,9 84,7

Solamente introduciendo un método cuyo aprendizaje es
sensible al coste, Metacost 9/1, se logra equilibrar la preci-
sion de los ejemplos bien clasificados. En este caso el coste
que se ha introducido coincide con la ratio de desbalanceo
de las clases.

En los resultados del modelo balanceado, tabla 5, se puede
observar que todos los algoritmos utilizados realizan una
clasificacion mas equilibrada de aciertos para ambas clases.

Para facilitar el analisis de los modelos utilizados se mues-
tran las tablas 6 y 9, donde se recogen las diferencias de
costes entre los modelos obtenidos con la base de datos
balanceada frente a la original. Los mejores modelos, si
consideramos esta funcion de costes, son aquellos que pro-
ducen una mayor diferencia de costes entre las dos bases
de datos.

En los datos de la Caja de Ahorros los mejores ajustes se
producen, para los dos escenarios de costes considera-
dos, cuando se utiliza las Maquinas de Vectores Soporte
(-63,09% y -71,13%) y el multiclasificador Bagging (-61,15%
y -70,96%).

COSTE 1 COSTE 2

TOTAL (%) AREA ROC nl1=0,144 mn2=0,249
83,9 0,912 0,253 0,254
82,6 0,844 0,271 0,291
83,1 0,831 0,266 0,268
83,6 0,89 0,259 0,253
79,1 0,852 0,334 0,300
76,2 0,858 0,387 0,298
84,7 0,925 0,240 0,243
85,9 0,924 0,224 0,215
85,0 0,925 0,235 0,243
86,5 0,934 0,213 0,210
84,6 0,936 0,245 0,230
85,8 0,926 0,227 0,210
83,8 0,922 0,257 0,248

Tabla 6. Diferencias de los costes entre el modelo balanceado y el desequilibrado.

Caja de Ahorros.

COSTE 1 COSTE 2
Técnica n1=0,144 n2=0,249
Regresion Logistica -0,263 -0,400
C45 -0,213 -0,324
Magq. Vect. Soporte -0,454 -0,660
Red neuronal MLP -0,249 -0,378
Red neuronal RBF -0,386 -0,552
Naive Bayes -0,033 -0,090
Red Bayesiana(K2) -0,077 -0,114
Metaclasificadores
Bagging -0,353 -0,526
Adaboost -0,223 -0,334
Random Forest -0,279 -0,417
STAKING C (5 modelos) -0,317 -0,485
Decorate -0,249 -0,390
Metacost 9/1 -0,033 -0,065

Var(%) Var(%)
COSTE 1 COSTE 2
-50,91 -61,17
-44,06 -52,69
-63,09 -71,13
-49,02 -59,84
-53,62 -64,84
-7,95 -23,09
-24,30 -31,96
-61,15 -70,96
-48,71 -57,92
-56,71 -66,47
-56,40 -67,83
-52,30 -64,98
-11,31 -20,85
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En definitiva, el ahorro para la entidad financiera puede
ser considerable al utilizar los datos balanceados, pues en
algunos casos llega a reducirse a mas de la mitad.

En relacion con los datos del banco aleman, al igual que
ocurria en la Caja de Ahorros analizada anteriormente, se
presenta una variabilidad considerable en los porcentajes
de acierto de las clases en gran parte de los modelos. En la
tabla 7, se observa como los dos prototipos de redes neu-
ronales son los que consiguen un mejor equilibrio entre las
clases. Los porcentajes de acierto a nivel global estan alre-
dedor del 75% y no muestran muchas diferencias entre los
diferentes algoritmos.

En la tabla 8, donde se presentan los resultados que han
sido calculados con la base de datos equilibrada a través
del método del cubo, los porcentajes de acierto entre los
que devuelven el crédito y los morosos aparecen mas igua-
lados.

Tabla 7. Muestra desba}lanceada German Credit
(700 instancias clase Sl y 300 clase NO).

En la base de datos del banco aleman los modelos que redu-
cen mas el valor de la funcion de coste, en el escenario
donde la probabilidad a priori de riesgo es de 0,144, son
algunos de los metaclasificadores, el Metacost y el Naive
Bayes, destacando en primer lugar el Adaboost, - 14,75%.
Cuando se considera un valor de la probabilidad a priori de
no devolver el crédito de 0,249, el modelo que arroja los
mejores resultados es el multiclasificador Stacking que, en
este caso, ha sido construido con cinco modelos individua-
les, y cuyo ahorro de costes se cifra en un 34,85%.

COSTE 1 COSTE 2
Técnica CLASE SI (%) CLASENO (%) TOTAL(%) AREAROC ml1=0,144  m2=0,249
Regresion Logistica 87,0 50,0 75,9 0,792 0,471 0,720
CART 85,4 47,7 74,1 0,715 0,502 0,761
Mag. Vect. Soporte 88,4 49,0 76,6 0,694 0,466 0,722
Red neuronal MLP 76,7 62,7 72,5 0,725 0,468 0,639
Red neuronal RBF 75,0 66,7 72,5 0,723 0,454 0,602
K vecios préximos 89,1 39,3 74,2 0,727 0,530 0,838
Naive Bayes 86,4 49,7 75,4 0,787 0,479 0,728
Red Bayesiana(K2) 85,9 51,3 75,5 0,780 0,471 0,712
Metaclasificadores
Bagging 82,1 59,3 75,3 0,790 0,446 0,641
Adaboost 88,0 42,7 74,4 0,773 0,515 0,804
Random Forest 91,1 43,7 76,9 0,782 0,482 0,768
STAKING C (5 modelos) 93,9 32,0 75,3 0,794 0,542 0,892
Decorate 87,3 45,0 74,9 0,750 0,505 0,780
Metacost 5/1 58,0 78,0 64,0 0,675 0,518 0,589
Tabla 8. Muestra equilibrada German Credit
(300 instancias clase Sl y 300 clase NO).

COSTE 1 COSTE 2
Técnica CLASE SI (%) CLASENO (%) TOTAL(%) AREAROC m1=0,144  12=0,249
Regresion Logistica 69,0 72,3 70,7 0,777 0,465 0,578
CART 65,3 71,7 68,5 0,678 0,501 0,613
Mag. Vect. Soporte 70,7 72,0 71,3 0,702 0,452 0,569
Red neuronal MLP 70,7 74,3 72,5 0,778 0,436 0,540
Red neuronal RBF 71,0 71,7 71,3 0,770 0,452 0,570
K vecios préximos 75,0 65,0 70,0 0,742 0,466 0,624
Naive Bayes (kernel) 73,0 70,3 71,7 0,774 0,445 0,573
Red Bayesiana(K2) 69,7 70,7 70,2 0,760 0,470 0,592
Metaclasificadores
Bagging 71,3 76,0 73,7 0,789 0,418 0,514
Adaboost 70,3 74,3 72,3 0,707 0,439 0,543
Random Forest 69,3 70,3 69,8 0,779 0,477 0,600
STAKING C (5 modelos) 69,0 72,0 70.5 0,781 0,467 0,581
Decorate 71,0 74,0 72,5 0,780 0,435 0,541
Metacost 1/1 67,0 77,3 72,2 0,787 0,446 0,530
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Tabla 9. Diferencias de los costes entre el modelo balanceado y el desequilibrado.
Banco German Credit.

COSTE 1 COSTE 2 Var(%) Var(%)
Técnica n1=0,144 1n2=0,249 COSTE 1 COSTE 2
Regresion Logistica -0,006 -0,142 -1,37 -19,78
CART -0,001 -0,148 -0,15 -19,43
Magq. Vect. Soporte -0,014 -0,153 -3,02 -21,25
Red neuronal MLP -0,032 -0,099 -6,87 -15,54
Red neuronal RBF -0,002 -0,032 -0,39 -5,35
Naive Bayes -0,064 -0,214 -12,13 -25,56
Red Bayesiana(K2) -0,034 -0,156 -7,02 -21,40
Metaclasificadores
Bagging -0,028 -0,127 -6,23 -19,78
Adaboost -0,076 -0,260 -14,75 -32,42
Random Forest -0,005 -0,167 -1,02 -21,81
STAKING C (5 modelos) -0,075 -0,311 -13,82 -34,85
Decorate -0,069 -0,239 -13,73 -30,59
Metacost -0,072 -0,059 -13,90 -9,99

5. Conclusiones

Entre los métodos existentes en la literatura estadistica
para la seleccion de submuestras, el “Método del Cubo” es
el Unico que permite seleccionar una muestra equilibrada
sobre variables auxiliares con probabilidades de inclusion
que puedan ser iguales o no. Como ya se ha comentado, el
método del Cubo selecciona Unicamente las muestras cuyos
estimadores de Horvitz-Thompson son iguales a los totales
de las variables auxiliares conocidas.

Los resultados obtenidos con ambas bases de datos han
demostrado que, cuando las bases de datos se balancean
con el Método del Cubo, los algoritmos de clasificacion
utilizados generalmente equilibran los aciertos entre las
clases y reducen el valor de la funcion de costes utilizada.
En muchos de los métodos utilizados el decremento de los
costes es considerable.

Si nos enfocamos en desarrollar modelos de credit scoring
que estén de acuerdo a las exigencias de calcular la proba-
bilidad de default que requieren los modelos de Basilea Il y
Ill, tenemos que reducir la blsqueda a dos de los modelos
probabilisticos utilizados previamente: regresion logistica
y redes bayesianas, pues son los Unicos que cumplen estos
requisitos. En la base de datos de la Caja de Ahorros, es la
regresion logistica la que presenta un mejor desempeio,
mientras que, en las estimaciones del banco aleman, las
redes bayesianas disminuyen mucho mas el coste asociado
a la clasificacion.

Como en este tipo de problemas el coste econémico de la
clasificacion es diferente segun las clases, incorporar la
matriz de costes en los modelos se considera muy conve-
niente. Algunos métodos como el Metacost obtienen unos
resultados muy aceptables ponderando la matriz de costes,
ya que optimizan el analisis coste beneficio. Sin embargo,
sugerimos como una futura linea de investigacion, trabajar
en encontrar una funcion de coste que esté consensuada
por los expertos bancarios y basada en una teoria econo-
mica que la avale.
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